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聚类

2



聚类

• 把数据按相似度分类
• 最常见的无监督学习方法

• 如何衡量相似度
• 欧氏距离

• 协方差

• 如何分类
• k-means

• 层次聚类
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K-Means

• 输入：数据集，聚类数量k

• 算法
• 随机分类k个数据到k个类别，每个数据成为该类别的
中点

• 对于每个数据
• 计算该数据到每个类别中心的距离

• 将该数据加入最近的类别

• 重新计算该类别的中点
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K-Means优缺点

• 优点：简单快速

• 缺点：
• 需要指定k

• 一开始的随机选点对结果影响很大

• 必须能计算中点

• 针对前两个缺点有若干改进算法
• 尝试多组k或者随机选点，选出较好的（即每个类别
中的点互相接近）

• 允许拆分和重新组合类别
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层次聚类

• 一开始每一个数据是一个类别

• 每次合并两个最相似的类别
• 如何衡量类别的相似性？

• 中点的距离

• 任意两点的最短距离

• 任意两点的最大距离

• ……

• 到达停止条件时结束
• 类别数量少于等于k

• 类别之间的距离都大于等于d
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层次聚类优缺点

• 优点：
• 可不计算中点

• 终止条件更灵活

• 缺点：
• 计算比较慢
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聚类的应用：
编译器测试排序
• 首先对选择特征，然后基于选择后的特征聚类

• 利用分类器排序的时候，先对类别按类别中最大
值进行排序，然后依次从各个类别中选择最优测
试输入

• 整体可以获得更稳定的输出
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频繁模式挖掘
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频繁模式挖掘

• 从一个（大型）数据库中挖掘频繁出现的子项

• 常见频繁模式挖掘
• 频繁子集(itemset)挖掘

• 频繁序列挖掘

• 频繁子树挖掘

• 频繁子图挖掘
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{Bread, PeanutButter}是一个频繁子集



频繁模式挖掘通式

• 考虑某种数据结构S
• S上存在包含关系

• 任意数据项𝑠 ∈ 𝑆有大小𝑑(𝑠)，𝑑(𝑠)为一个包含0的自然数

• 输入：
• 一组数据项的集合I

• 一个频率的阈值t

• 定义：一个数据项s的频率为I中包含s的数据项的个数

• 定义：一个数据项s是频繁当且仅当𝑠的频率 > t

• 输出：一个频繁数据项的集合F，满足
• ∀𝑠, 𝑠的频率 ≥ t ⇔ 𝑠 ∈ 𝐹
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Apriori算法

• 频繁子项性质：如果一个子项是非频繁的，那么
其超项也是非频繁的

• 算法：
n=1;

找到大小为1的所有频繁项，记为𝐿1;

do {

n++;

C = { 𝑠 ∣ 𝑑 𝑠 = 𝑛 ∧ ∃𝑠′ ∈ 𝐿𝑛−1, 𝑠
′ ⊆ 𝑠}

𝐿𝑛={𝑠 ∣ 𝑠 ∈ 𝐶 ∧ 𝑠是频繁的}

}
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优化：
产生C的时候过

滤掉包含非频繁
子项的数据项



Apriori算法小结

• 优点：
• 非常容易并行

• 非常容易实现

• 缺点：
• 需要反复扫描数据集，效率不高

• 针对特定数据结构有各种专门算法，在使用时可
直接找到最新算法使用
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关联规则挖掘

• 找到所有频繁且可靠的关联规则

• 关联规则𝑋 ⇒ 𝑌
• 𝑋 ∩ 𝑌 = ∅，即X和Y没有公共子项

• 频繁的关联规则
• 同时包含X和Y的数据项数目超过阈值t

• 可靠的关联规则

•
同时包含𝑋和𝑌的数据项数目

包含X的数据项数目
> 阈值c

14



关联规则挖掘

对任意频繁子项𝑙

对任意数据项𝑥 ⊂ 𝑙

检查x=>(l-x)是否是可靠的
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基于关联规则的API使用错
误查找
• Zhenmin Li and Yuanyuan Zhou.  PR-Miner: 

Automatically Extracting Implicit Programming 
Rules and Detecting Violations in Large Software 
Code. FSE 2005.

• 很多函数是按顺序调用的。如果漏了一个函数就
是Bug。
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基于关联规则的API使用错
误查找
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基于关联规则的API使用错
误查找
• 从代码中提取API调用序列

• 将API编码成整数

• 应用关联规则挖掘

• 用挖掘出的规则检查代码中的规则违反

• 在Linux代码中检查了60处违反，发现了16个Bug
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搜索算法
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判定问题和优化问题

• 判定问题：给定输入，输出“是”或者“否”的
问题
• 程序验证

• 优化问题：给定目标空间和一个适应性（fitness）
函数f，f把任意目标空间的值映射成一个实数，
求让f结果尽可能大的目标空间的值
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搜索方法解决优化问题

• 搜索算法输入
• 一个目标空间

• 一个适应度函数fitness function

• 搜索算法输出
• 目标空间的一个值，该值在适应度函数下最大
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搜索算法的基本流程

while(! done()) {

s = getNextValue()

v = getFitness(s)

analyzeValue(v, s)

}

printBestValue()

• done通常为
• 达到一定的循环次数

• 达到一定时间

• fitness值不再增加

• analyzeValue通常记录
下当前的值或仅记录
下最佳值

• getNextValue是不同搜
索算法的关键
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随机搜索

• 最基本的搜索算法

• 随机产生下一个值

• 通常作为和其他搜索算法比较的基础

• 很多问题随机搜索已经能取得较好效果
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元启发式搜索算法

• 采用问题相关的特定启发式规则进行搜索
• 局部搜索

• 爬山法

• 模拟退火

• 全局搜索
• 粒子群算法

• 遗传算法
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爬山法

• 爬山法是最基本的启发式搜索算法

• 假设fitness是输入空间上的一个连续函数

• 下一个值为当前值的邻接值，直到达到局部最优
点
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爬山算法

vc ← 随机值

repeat

在vc的邻域中选择所有新点

计算新点的fitness，将最好的点记为vn

if fitness(vn) 好于 fitness(vc)

then vc ← vn

else localOptimal ← TRUE

until localOptimal
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爬山法的缺点

• 只能达到局部最优，不能达到全局最优
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模拟退火

• 除了上山也允许有一定几率下山

• 模拟退火的命名源自冶金学中的退火
• 退火过快可能造成冶炼质量不好，所以要以适当速度
退火

• 模拟退火借用这个名字来说明搜索也不要收敛得太快
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模拟退火算法

Let s = s0

For k = 0 through kmax :
T ← k ∕ kmax

Pick a random neighbour, snew ← neighbour(s)
If P(fitness(s), fitness(snew), T) ≥ random(0, 1)

s ← snew

Output: the final state s

snew越好，P越倾向于选择snew

T越大，P越倾向于选择好的snew
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P的定义方法

• P通常按照Metropolis准则定义为
• exp((fitness(snew) - fitness(s))*T)

• 求值大于等于1的时候概率为100%
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exp函数



粒子群搜索

• 以上本地搜索算法一次只考虑一个候选值

• 全局搜索算法一次考虑多个候选值

• 粒子群算法
• 粒子群算法(particle swarm optimization，PSO)，由

Kennedy和Eberhart在1995年提出

• 该算法模拟鸟群飞行觅食的行为，鸟之间通过集体的
协作使群体达到最优目的，是一种基于Swarm 
Intelligence(群体智能)的优化方法。

• 多次入选中科院和汤森路透的研究前沿
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粒子群算法

• 假设目标空间是一个n维向量空间

• 空间中有若干粒子在飞行，每个粒子可以感知自
己距离目标的距离（fitness）

• 粒子们不断根据自己发现的最佳位置和集体发现
的最佳位置调整自己的行为
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粒子群算法

• 每个结点保留两个参数
• 结点位置𝑧𝑖
• 结点速度𝑣𝑖

• 每次迭代根据下面的公式更新位置和速度
• 𝑣𝑖 ← 𝑣𝑖 + 𝑐1𝑟1 𝑝𝑖 − 𝑧𝑖 + 𝑐2𝑟2 𝑝𝑔 − 𝑧𝑖
• 𝑧𝑖 ← 𝑧𝑖 + 𝑣𝑖
• 𝑐1, 𝑐2为常数，𝑟1, 𝑟2为随机值。

• 𝑝𝑖为自己发现的最佳值，𝑝𝑔为整体最佳值

• 迭代固定次数或者达到一定时间后结束
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粒子群——最大速度

• 由于粒子群的飞行速度常常会过大，所以通常通
过域值vmax来限制飞行速度
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遗传算法

• 由美国密歇根大学的Holland于1975年首次提出

• 假设目标空间的每一个值是由一系列部件（基因）
组成

• 整体fitness由每个部件的fitness和部件之间的局部组
合决定

• 通过部件之间的组合（遗传）和演化（变异）来寻
找新的值

• 例：用遗传算法解SAT问题
• 每个部件是对一个变量的赋值
• Fitness定义为当前满足的clause的数量
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遗传算法

• 初始化：计算初代种群
• 如：对所有变量随机赋true/false，生成n组

• 个体评价：计算适应度函数
• 计算每组满足的clause数量

• 选择：选择可以繁殖的个体
• 选择满足最多clause的n组

• 交叉：将若干个体的基因交换
• 将n组两两组合，每组交换前一半变量的值

• 变异：将个体的基因改动
• 每组随机翻转n个变量的值

• 下一代群体：取新值和老值的并集为下一代群体
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编码

• 如何把目标空间编码成
基因？

• 简单方法：根据二进制
编码，每个二进制位是
一个基因
• 不能很好的表现整数的特
征

• Gray Code：数值增加1，
二进制位差别是1

• 最好针对特定问题设计
编码方法
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Decimal Binary Gray
Gray as 
Decimal

0 000 000 0

1 001 001 1

2 010 011 3

3 011 010 2

4 100 110 6

5 101 111 7

6 110 101 5

7 111 100 4



初始化

• 随机生成

• 等密度均匀生成
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选择

• 基本方法：选择fitness最好的n个个体
• 不利于物种多样性

• 轮盘法：每一轮，每个个体有
该个体适应度
总适应度

的概率

被选择。重复n轮
• 适应度差异较大（通常出现在前几轮），仍然不利于物种
多样性

• 线性排序：先排序，个体被选择几率根据名次线性
递减

• 竞技场选择：每次随机的从当前种群中挑选两个个
体，以概率p选择较好个体
• 避免排序的开销

41



交叉

42

One-point crossover Two-point crossover

Cut and splice
适用于个体长度不固定的情况

Uniform crossover
每个基因有50%的概率从父亲继承

通常需要针对问题设计交叉方法或者不使用交叉



变异

• 随机挑选n个基因，替换他们为新的随机基因

• 新的随机基因可以符合某种概率分布
• 均匀分布

• 正态分布

• 非均匀分布——上一轮随机产生过的基因降低概率

• 非均匀变异
• 一开始n值较大

• 之后n值逐渐变小
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Hyper Heuristic/Meta 
Optimization
• 问题1：这么多种搜索算法，怎么知道哪个比较
好？

• 问题2：每个搜索算法都有这么多参数，应该如
何设置？

• 把搜索算法和他们的参数作为目标空间

• 给定训练集，fitness为搜索算法限定时间内在训
练集上找到的最好结果

• 利用搜索算法找出最好的搜索算法和参数

• 可以看做是一个机器学习的过程
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启发式搜索vs随机搜索

• 启发式搜索不一定就比随机搜索更快
• 随机搜索判断出当前解不如最优解的时候就抛弃当前
解

• 启发式搜索必须完成完整的fitness计算并选择下一个
值
• 如果这个过程耗时较长，那么启发式搜索验证的个体数可
能显著少于随机搜索

• 案例：基于遗传算法的程序缺陷修复
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搜索算法应用举例:
基于搜索的浮点测试输入

生成
Daming Zou, Ran Wang, Yingfei Xiong, Lu Zhang, 
Zhendong Su, Hong Mei. A Genetic Algorithm for 

Detecting Significant Floating-Point Inaccuracies. ICSE 
2015
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问题背景

• 浮点误差会导致严重的
后果。

• 在海湾战争中，爱国者
导弹由于累积的浮点误
差拦截失败，造成了28
人丧生。



已有方法

• 通过一次运行程序，可以知道该运行所产生的误
差

• 如何知道一个程序有没有较大误差？

48



基于搜索的误差查找

从输入空间选择
一个输入

采用动态分析获
得对应误差

分析获得下一个
输入

关键问题



实证研究

• 从GSL中选取4个函数，仅变化浮点数的尾数位
或指数位，观察它们和内部误差之间的关系

IEEE 754 Floating-Point Representation

Sign Exponent Significand

Single 

Precision
1 8 23

Double 

Precision
1 11 52



指数位与误差的关系
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指数部分对误差的大小有重大影响。



能触发大误差的指数往往只存在于一个很小的范围。



在大误差的附近常常有高于平均误差的小波动。



大误差常常出现在浮点数中段位置。



尾数位和浮点数之间的关系



尾数位对浮点误差有显著影响。



大量尾数都能触发大误差，并且在数轴上呈均匀分布。



局部敏感型遗传算法

• 根据以上特征，本研究设计了局部敏感型遗传算
法。

• 对于指数位
• 初始化时更多生成中位数附近。

• 数值变异。

• 对于尾数位
• 随机生成

• 随机变异



实验评估

• 有效性检验：在6个经典浮点数程序上测试。

• 结果证明LSGA可以区分stable和unstable程序，
初步证明了算法的可行性与有效性。

检验结果

Newton Inv Root Poly Exp Cos

Stable? stable stable unstable unstable unstable unstable

Max. Error

Detected
2.8E-16 3.2E-16 8.1E+76 7.1E-11 1.0E+00 9.2E-01



实验评估

• 从GSL中选取154个函数。

• 与随机算法，标准遗传算法对比。



实验评估

检测到最大误差

Total RAND STD LSGA Tied

154 11 (7%) 24 (16%) 105 (68%) 14 (9%)

Sign Test 结果

n+ n- N p

LSGA vs. RAND 127 12 139 < 4.14e-22

LSGA vs. STD 110 30 140 < 2.46e-11

STD vs. RAND 93 40 133 < 6.52e-06



实验评估

• 找到潜在内部精度问题的能力。

• 如何定义潜在问题？
• 相对误差大于0.1%

• 绝对误差大于预估绝对误差10倍以上



实验评估


